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Notes par Philippe Giabbanelli 

 

I. Une introduction à la fouille de données 
 

1) Les Grandes Etapes 
 
 
 
 
 
 
 
 
 
● Visualisation. L’humain a besoin de voir ce que donne son modèle pour orienter l’analyze.  
● Résumer (summarization). On dresse un bilan du résultat obtenu grâce à notre modèle. Typiquement, 
on veut une probabilité en accord avec la distribution normale (cloche de Gauss) : la probabilité d’être un 
saumon quand on est proche du modèle doit être très forte, et nettement moins au fur et à mesure que l’on 
s’écarte. 
● Deviation Detection. On trouve les modifications au cours du temps passé. 
● Estimation. Tout le but du Data Mining est d’arriver à faire des prédictions ! 
 

2) Introduction Formelle 
Data Mining is the process of discovering new patterns in the data.  
The process is automatic or semi-automatic (using knowledge which is not in a data). We try to find out 
only interesting patterns, i.e. economic or social advantage.  
Example : meteorological model. No way to come with an equation because there are too many variables. 
We use complex systems derived using data mining. 
 
 
 
 
 
 
 

3) Comment représenter les motifs ? (pattern representations) 
● Représentation non structurée. Le modèle n’est pas exprimé de façon explicite, c’est une boîte noire. Il 
peut fonctionner correctement avec les prédictions, mais nous ne pouvons pas avoir l’utiliser pour avoir 
de nouvelles connaissances. 
● Représentation structurée. Les patterns sont exprimés d’une façon explicite (c.f. exemples ci-dessous). 
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● Classification. On prédit une classe d’objets. Par exemple, dans 
nos échantillons de poisson on décide de créer une règle 
(statistique, réseaux neuronaux, …) qui prédit que le poisson est 
un saumon. Typiquement, on s’aide d’objets déjà identifiés 
(labelled) comme appartenants au groupe : des saumons types. 
● Clustering. On trouve des groupements pour les objets non 
identifiés (c.f. ci-contre groupe bar, groupe saumon). 
● Analyse des associations. Voir les corrélations dans les données. 

Recorded 
historical 

weather data 

Meteorological 
Model 

New data 
 (radar images info from last days) 

Forecast day n+1, n+2… 
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On a 2 classes d’objets (les croix et les ronds), 
avec 11 objets déjà classés. On introduit un nouvel 
objet (le carré). Le but est d’identifier le nouvel 
objet en utilisant une représentation structurée ; on 
pourra alors le classer dans une ou l’autre 
catégorie, avec une certaine probabilité. Selon les 
méthodes utilisées, les catégories seront différentes. 
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L’outil le plus simple en data mining est le decision tree. On introduit un seuil (threshold) b0 ou a0 
permettant de couper les classes en deux ; on observe déjà que selon le seuil, le nouvel objet peut être 
classé dans une catégorie ou l’autre.  
On peut utiliser la régression linéaire : w1a + w2b + w3 = 0, avec w1, w2, w3 calculés à partir des données. 
On obtient alors la ligne ∆, qui est déjà une approximation plus fine. Les deux méthodes sont très rigides. 
Les réseaux neuronaux (neural nets) permettent de dessiner deux régions complexes. En revanche, ils sont 
sensibles aux bruits/erreurs car ils vont chercher à inclure les objets générés par le bruit ; c’est ce que l’on 
appelle overming the data (surexploitation des données).  
Dernière méthode : KNN (k Nearest Neighbour). On regarde dans le voisinage et on regarde à qui 
appartient le kième plus proche voisin. C’est une sorte de vote si on en prend plusieurs en considération. 
 

4) Découverte d’échantillons types : le problème météorologique 
Un jour est caractérisé par 4 attributs : 

♦ outlook = {sunny, rainy, overcast} 
♦ temperature = {hot, cold, mild} 
♦ humidity = {high, normal} 
♦ windy = {true, false} 

 
La décision est de sortir ou non. Il y a donc 3*2*2*2 = 36 situations. On extrait des règles, dans un ordre : 
  outlook=sunny ^ humidity=high → no 
 (else if)  outlook=rainy  ^ windy=true  → no 
 (else if)  outlook=overcast   → yes 
 (else if)  humidity=normal   → yes 
 (else)  none of the above   → yes 
 
Avec ce modèle, l’échantillon de données est classifié à 100% de façon correcte. Est-ce une bonne chose ? 
Pas nécessairement, si on part du principe que les données ont toujours un certain bruit. Ce qui est 
important, ce sont les performances obtenues sur les nouvelles données. Attention : dans d’autres cas, on 
ne peut plus avoir de données pour faire évoluer le modèle, et on considère l’échantillon assez complet ; 
on visera donc le 100%. Ici, notre échantillon n’a pas les 36 situations : on extrapole des règles à partir de 
l’échantillon. Certaines des informations peuvent être manquantes (pour un jour, on a pas l’humidité…). 
 
Le but n’est pas toujours de trouver des règles, on peut aussi vouloir mettre en corrélation des 
comportements. L’association cherche des relations entre des attributs. Par exemple : 
 If  play = no   then  outlook = sunny 
       and windy = false         and humidity = hot 
 
Attention : on peut extraire beaucoup de règles d’associations, mais on préfère celles qui s’appliquent à 
un gros nombre de situations. Dans ce simple cas, une soixantaine d’associations sont possibles, mais on 
préfère celles qui ont été calculées à partir de nombreuses situations plutôt que la mise en relation de 
simplement 2 situations (quasi-négligeable). 
 

5) En résumé 
Il y a 4 étapes fondamentales dans le processus de la fouille de données : 

- Classification (décider de l’appartenance à une classe d’un nouvel objet) 
- Association (trouver une relation entre des attributs) 
- Clustering (regrouper les objets similaires dans une même classe). Un exemple classique était les 

données sur les iris (fleurs), où l’on tentait de déterminer la classe par mesure de la 
longueur/hauteur de pétales, etc. Il en résulte un nombre de clusters et descriptions de classe. 

- Prediction (prévoir des valeurs numériques et non pas seulement des labels). Exemple : en accord 
avec des données météo, on peut prévoir combien de temps va durer un jeu (c.f. 4) ). 

 

Si on a des valeurs numériques, on 

introduit des opérateurs de 

comparaison dans les règles, 

comme température > 30… 
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II. Les Entrées : Concepts, Exemples et Attributs 
 

1) Problèmes en denormalization 
Le training data en fouilles de données est composé d’un ensemble d’exemples, nommés instances. Ils 
doivent être individuels et indépendants, un peu à la manière d’une ligne dans une table de vérité. Un 
exemple est un ensemble d’attributs. Nous allons voir comment transformer une structure afin qu’elle 
devienne un ensemble indépendants d’exemples, prêts à être manipulés pour une fouille de données. 
 

 
 
 
 
 
 
 
 
 

On s’intéresse ici à comprendre le concept « Sœur de ». la première représentation est sous forme d’arbre, 
et on a besoin de le transformer en une représentation plate. Remarquons que ‘all the others’ peut être 
uniquement utilisé quand on est dans un monde fermé, et qu’on représente effectivement tout le reste.  
Cependant, en observant la table on se rend compte qu’on manque d’information : on ne peut pas en tirer 
de règles générales ; cela reviendrait par exemple à dire que toute Ashley existante est soeur de Brian ! Il 
faut donc faire attention à représenter efficacement toute information. Ainsi, on obtient le modèle de table : 

1st Person     2nd Person   Is Sister Of 
Name – Gender – 1st Parent – 2nd Parent  Name – Gender – 1st Parent – 2nd Parent  
Extraction de règle  if 2nd Person’s Gender = F ^ 1st Person’s Parents = 2nd Person’s Parents  → Sister of = Yes 
 

Transformer une structure de données relationnelle en flat est dit denormalization. 
 

2) Propriétés des attributs 
Un attribut peut-être de l’un des quatre types suivants : nominal, ordinal, intervalle, ratio.  
♦ Nominal. Des noms ou des labels. Opérations mathématiques : égalité. 

Exemple : couleurs = {rouge, vert, bleu}. Rouge ≠ vert, bleu = bleu, mais le rouge n’est pas plus 
une couleur que le vert ! 

♦ Ordinal. Des noms ou des labels. Opérations mathématiques : égalité, relation d’ordre. 
Exemple : températures = {chaud, doux, froid}. On a par exemple chaud > doux > froid. On sait 
quelle température est supérieure à quelle autre mais on ne sait pas également de combien. En 
effet, le concept mathématique de distance n’est pas défini. (hot – mild) < (mild – cold), nonsense. 

♦ Intervalle. Valeurs numériques. Opérations mathématiques : égalité, relation d’ordre, distance. 
La seule chose non définie est le produit : 4° n’est pas nécessairement 4 fois plus que chaud que 
1°. Il n’y a pas de ratio, car il n’y a pas de 0 naturellement défini : c’est simplement une question 
de convention, comme le 0 en degrés celcius ou en degrés fahrenheit.  

♦ Ratio. Valeur numérique supportant toute opération mathématique.  
Une définition naturelle du 0 est dite ratio property. Typiquement : un prix ! 0 : absence de sous… 

 

Il est important de bien connaître le genre d’attributs traités pour éviter de faire des opérations sans sens. 
Par exemple, si on veut faire une normalisation en mettant les données entre 0 et 1, on utilise (X-min)/max 
ce qui nécessite la distance et le ratio property. 
 
 
 
 
 

Ashley 
F 

Brian 
M 

Ray 
M 

Grace 
F 

Nikki 
F 

Anna 
F 

Pam 
M 

Steven 
M 

Peter 
M 

Peggy 
F 

1st Person 2nd Person Is 2 sister of 1 ? 
Steven Pam Yes 
Brian Ashley Yes 
Anna Nikki Yes 
Nikki Anna Yes 

     All the others No 
 

WEKA a simplement deux types : numérique, nominal. On peut donner des 
nominaux par énonciation, comme color={red,green,blue}. On peut donner une 
string (sans limite) entre «», ainsi qu’une date Yeah-Month-DayTHour-Mins-Secs. 
Quand une valeur est indéfinie, on utilise ? ; une écriture condensée si plusieurs 
valeurs sont à 0 est {3 1, 6 12} : 3ème valeur est à 1, 6ème valeur est 12, le reste est 0. 
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III. Construction de Classifiers 
1) Principes sur un exemple 

On veut construire un classifier pour une usine de poissons, afin de déterminer si les nouveaux poissons 
sont des saumons ou des basses. On veut minimiser l’erreur de classification. On considère que prendre 
un saumon pour une basse est acceptable, mais prendre une basse pour un saumon va coûter trop cher. 
On connaît la longueur et la luminosité de poisson. On a de plus un échantillon de 100 poissons dont le 
type est connu : [1,40] sont les saumons et [41,100] sont des basses. On construit un classifier pour 
classer un poisson selon sa longueur et sa luminosité. 
 

 
 
 
 
 
 
 
 
 

2) Bayesian Classifier (Bayes Theorem) 
On exprime notre problème sous forme de probabilités. Rappelons que si p(x) est une PDF alors Σp(x) = 1 
et 0 ≤ p(x) ≤ 1. Soit w = {w1,w2} tel que w1 représente les saumons et w2 les basses. On utilise x pour 
faire référence à la variable length.  
Prior Probabilities : p(w1) = 0,4 et p(w2) = 0,6 car on a collecté 40 saumons et 60 basses. On peut 
construire un classificateur aveugle qui utilise uniquement les prior : 

if p(w1)>p(w2) → w1 else w2 
Cette technique classera tout comme étant des basses. Probabilité d’erreur : tout ce qui n’est pas une 
basse, soit p(w1) = 40%. Il faut donc prendre en considérations plus de paramètres : utilise la longueur. 
 

p(x/wi) est la probabilité (likelihood) de mesurer x sachant que la classe est wi. Comment calculer p(x/w1) 
à partir de h1(length) ? La formule suivante nous donne le même histogramme divisé par une constante : 

p 

x

wi



=

hi(x )

>
x = 0

hi(x )

, formule de normalisation   

L’aire de p(x/wi) est 1. Notons l1 l’intersection des histogrammes. On a alors la nouvelle règle : 
if x > l1 then w2 else w1 

if x = l1 then if p(x/w1) > p(x/w2) → w1 else w2 (utilise le prior pour choisir) 
 

Utiliser le likelihood et le prior nous donne le posterior probability. On veut savoir quelle est la 
probabilité de trouver un poisson de classe wi à longueur x, soit p(wi,x) une joint probability. On utilise : 

p (wi, x ) = p 

x

wi



$ p (wi ) = p (x )$ p



wi

x


  

p


wi

x


 =

p (wi )$ p 

x

wi




p (x )
, Bayes ' Theorem 

On sait que p(x) est une constante, d’où simplement posterior α prior.likelihood (α veut dire proportionnel). 
p(w1/x)≥p(w2/x) → w1 else w2, tel que p(wi/x) = p(wi)*p(x/wi). Le ≥ privilégie les saumons. 

else if x > l2 → w2 else w1 
Probabilité d’erreur : en dehors de l’overallping 0. Sinon, p(w1/x) si on décide w1 et p(w2/x) si on décide 
w2. Cela donne min(p(w1/x), p(w2/x)) ≠ 0 seulement dans la zone d’intersection. 

evidence 

likelihood 

post 

prior 

  count 

 length 

basses 
saumons 

En premier lieu, on veut visualiser les données. On construit deux 
histogrammes : length/type, brightness/type. Si on doit prendre un seul des 
deux histogrammes en considération, on préfère celui avec l’intersection la 
plus réduite (minimize overlaping), car on veut que les classes soient bien 
distinctes. Pour prendre en compte les 2 attributs, on construit un tableau à 
deux dimensions où chaque case contient le nombre de poissons trouvés ; la 
ligne ∆ permet de diviser en deux groupes. Il n’y a pas d’overlapping grâce à 
la contribution de 2 attributs, mais il est plus compliqué de classifier. 

Posterior probability On multiplie chaque 
histogramme par le 
prior pour mettre les 
bons poids : *2/5 pour 
l’autre, *3/5 pour 
l’autre, et ça donne un 
nouveau l2 plus fiable. 
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3) Zero-Rule Method (0R) 

Nous n’utilisons pas de règle. Par exemple, pour les données météos et le jeu, imaginons que de 1 à 9 la 
réponse soit oui et de 10 à 14 ce soit non : le 0R utilise la majorité, en prenant en compte uniquement 
l’attribut play. Comme le oui apparaît 9 fois et le non 5 fois, tout nouveau sample sera classé comme play 
= yes. On utilise uniquement le prior. La probabilité de faire une erreur est donc la probabilité de tout ce 
qui n’est pas dans la majorité soit 5/14 ici. 
 
 

4) One-Rule Method (1R) 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
Comment appliquer la 1R avec des valeurs manquantes ? On ajoute une nouvelle possibilité : missing 
sera traitée comme une autre valeur d’un attribut. Cela donnera par exemple « missing→yes ».  
 
Comment appliquer la 1R avec des valeurs numériques ? Avec des valeurs nominales, le nombre de 
valeurs est limité. Ici, on arriverait à un énorme arbre, qui est d’autant plus sensible au bruit. Si on décide 
de faire une branche pour chaque valeur, on overfit le training data. Il faut donc faire un resample des 
données, et pour cela on utilise des intervalles. Par exemple, sur la température dans le cas de la météo : 

64 65 68 69 70 71 72 72 75 75 80 81 83 85 
Y N Y Y Y N N Y Y Y N Y Y N 

 
La façon la plus ‘brute’ de faire des intervalles est de couper en morceaux où l’outcome est toujours le 
même (souligné). Par exemple, 64 sera mit dans une intervalle, 65 dans une autre, et 68/69/70 dans la 
même. On utilise comme valeur de comparaison le milieu de l’intervalle, par exemple 64,5. Cependant, 
changer une seule valeur de l’outcome peut engendrer de nombreuses modifications dans le choix des 
intervalles, ce qui indique qu’on est à nouveau en train de faire de l’overfitting sur les données. 
Caractéristique : on a p(error)=0, classification à 100%, ce qui n’est pas bon. 
 
La solution pour de meilleurs intervalles est de pratiquer des votes : on fait des ensembles dès qu’il y a au 
moins k votes en faveur d’une classe dominante (surligné). On obtient les règles suivantes : 

Si t ≤ 69 → plays = yes    
Si 69 < t ≤ 75 → plays = yes Si t ≤ 83 → plays = yes    p(error) = 4/14 
Si 75 < t ≤ 83 → plays = yes Sinon plays = no    (car on a assigné à 4 cas une 
Si t > 83 → plays = no       valeur différente de la leur) 

 
Si certaines températures sont inconnues, on peut traiter comme une nouvelle catégorie. Par exemple, si 
on a ?  ?  ?  ?, on fait une nouvelle classe avec la valeur qui nous arrange. 
       N N N Y 

For each attribute 
 For each value of the attribute 
  Count how often each class appears 
  Find the most frequent class 
  Assign all attribute values to that class 
 Calculate the error rate 
Choose the rule with minimum error 

La règle se fait sur un seul attribut. On cherche celui qui 
minimise la probabilité d’erreur. Par exemple, on 
compte combien de fois on a ‘oui’ ou ‘non’ pour 
l’attribut sunny ; on assigne à sunny la valeur 
majoritaire. La règle résultante peut-être de la forme : 

Attribute Rules   Errors  Total 
Outlook  sunny → no  2/5  4/14 

Overcast → yes  0/4  
Rainy → yes  2/5  

 Temperature hot → no  2/4  5/14 
  mild → yes  2/6 
  cold → yes  1/4 
 

On choisira Outlook car il minimise le total des erreurs. 
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5) Représentation de résultats : matrice de confusion 
 

 
 
 
 
 

6) Classification en utilisant des modèles statistiques 
La première étape est de transformer l’ensemble des données en probabilités, en les comptant. Par 
exemple, sur la météo on commence par transformer l’outcome en probabilités : p(yes) = 9/14 et p(no) = 
4/15, qui sont les priors (probabilités de la classe outcome). De même, on passe aux attributs : p(hot) = 
4/14, p(mild) = 6/14, p(cold) = 4/14 ; les probabilités de la classe des attributs est dite évidence. On 
compose ensuite ces probabilités : p(hot/yes) = 2/9 (car 9 yes et 2 chauds), p(hot/no) = 2/5, etc. On fait 
ceci pour chaque attribut avec chaque valeur de la classe outcome ; ce sont les likelihoods.  
 

7) Naive Bayes Theorem 
 
 
 
 
 
 
 
 
 
 
 
 
L’outcome a m valeurs, soit {c1, c2, …, cm}. On a un nouvel objet (jour) à classer : {a1, a2, …, an} où n est 
le nombre d’attributs. On veut savoir si cet objet appartient à c1, c2, etc. On calcule pour tout ci, i de 1 à m : 

p




ci

a1...an




=

p (c1 )$p




a1

ci




$...$p





an

c1





p (a1 )$...$p (an )
 

L’objet appartient à la classe qui maximise cette probabilité. En réalité, il n’y a pas besoin de calculer le 
dénominateur (l’évidence) car on souhaite trouver le maximum de ces probabilités, et c’est une constante.  
Par exemple, New day = {sunny, cold, humidity=high, wind=true}. Quelle est la classe ? 

 
Ici, le nouveau jour sera classé comme « non » car il y a davantage de probabilités qu’il soit non que oui. 
La somme n’a pas à être égale à 1 puisqu’on ne divise plus par l’évidence : ce n’est pas normalise. Si on 
veut les normaliser, on divise par leurs sommes. 
 

8) Bayesian Classification with numerical values 
 
 
 
 
 
 
 
 

La matrice de confusion montre la classification pour chaque instance de la 
classe. Par exemple, les 52 instances de a ont été classifiées comme a. 51 
des instances de b ont été classifiées comme b mais 1 comme a et 3 comme 
c. Il y a donc eu confusion. Cela permet de montrer le résultat des modèles. 

a  b  c 

52 1 0 a 
0 51 2 b 
0 3 41 c 

 P(temperature/yes) 

64 to 68 1/9 
68 to 72 3/9 
72 to 76 3/9 
76 to 80 0 
80 to 84 2/9 

(1
er
 nb inclusif, 2

nd
 

exclusif : [a,b[ ) 

Sum : 1 

 

p




a0

a1...an




=

p (a0 )$...p




a1,..., an
a0





p (a1...an )
 

Où a1 ┴ … ┴ an, i.e. les variables sont statistiquement 
indépendantes. D’où p(a1…an) = p(a1) * … * p(an). Cette 
assomption simplifie la situation, d’où le côté naïf du 
théorème. En pratique, il y a souvent des corrélations entre 
les attributs : s’il y a du soleil, il fait plus chaud que quand il 
n’y en a pas (en tout cas à Nice !). 

On modèle les données en utilisant une distribution, par exemple 
gaussienne. Si une variable suit une distribution gaussienne, on a 
µ la moyenne et σ² la variance (σ est la standard deviation). 
Propriétés de la répartition des valeurs : 68% dans [µ – σ ; µ + σ], 
et 95% dans [µ – 2σ ; µ + 2σ].  Attention : cette distribution est 
symétrique, ce qui ne correspond pas trop à la réalité : on prendra 
plutôt des distributions gamma ou bêta. 
  

 

f (x ) =
1

2$p$s
$e

K
0 x2Km1
2s2

 

 

Si x prend les valeurs x1, …, xn et suit la 
distribution gaussienne alors µ = (1/N)Σxi 
et σ² = (1/N-1)Σ(xi-µ)². Sur la météo, la 
température sur ‘oui’ donne µ = 73 et σ = 
62, d’où p(temperature/yes) défini par 

(1/√2π62)*exp(-(temp.-73)²/2(62)²) 
De même pour no. On arrive avec une 
nouvelle journée, on calcule p(yes/{…}) 
et p(no/{…}), et on prend le plus grand.  
P(yes/{…}) α p(yes) * p(sunny/yes) * p(temp./yes)  

* p(humi./yes) * p(wnd/yes) 
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IV. Classifiers utilisant des arbres de décision 
 

1) Notion d’entropie 
Cette notion a été introduite par Claude Shannon pour la théorie de l’information. Elle permet de décrire, 
ou quantifier (mesurer) la quantité d’informations fournies par une source (un langage, un signal, …). 
L’entropie est reliée au côté aléatoire de la source (incertainty/randomness) : plus la source est aléatoire 
et plus il y a d’entropie. Si la source n’est pas du tout aléatoire (un journal dont on connaît le contenu à 
l’avance), alors il n’y a pas de nouvelles informations et dans ce cas là l’entropie est nulle.  
 
Exemples : La source est un sac avec des balles colorées. 
 Sac1 = {rouge, rouge, bleu, bleu} Entropie1 = 1 car le résultat est complètement aléatoire. 
 Sac2 = {rouge, rouge, rouge, bleu} 0 < Entropie2 < 1 car plus de chances pour le rouge. 
 Sac3 = {rouge, rouge, rouge, rouge} Entropie3 = 0 car on sait qu’il n’y aura que du rouge. 
 
Soit une source S générant les symboles {a1, a2, …, an} de façon aléatoire, avec les probabilités p1, …, pn. 

Entropy (S ) =K>
i = 1

n

p ( i)$log2 (pi )    

L’entropie en mesurée en nombre de bits. L’entropie du sac 1 est 1 bit.  
Exemples : S = {0, 0, 1}. a1=0, a2=1. p(a1) = 2/3, p(a2) = 1/3. Entropy = -(1/3)log2(1/3) –(2/3)log2(2/3) bits 
        S = {1,2,3}.   Entropy = -(1/3)log2(1/3) –(1/3)log2(1/3) –(1/3)log2(1/3) = -log2(1/3) = log 3 
        S = {a1,a2}, probabilités p1, p2. Entropy = -p1log2(p1) – p2log2(p2) = -p1log(p1) – (1-p1)log2(p1) 
  (on utilise que la somme des probabilités doit être égale à 1, d’où fonction à 1 variable) 
  (le schéma ci-contre représente l’entropie fonction de p1 : maximale à ½ où aléatoire) 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 
 
 
 
 
 
 
 
 

1

 
0

½ 1 

Sur l’exemple météo, imaginons qu’on n’ait aucune donnée d’entrer. Quelle est la probabilité d’aller 
jouer ou non ? 50%, d’où une entropie de 1 bit. L’entropie quantifie la quantité d’information nécessaire 
pour classer un nouvel objet. Ici, il nous faut l’information complète.  
Maintenant, si on a uniquement le class value (jouer), on a p(yes) = 9/14 > p(no) = 5/14, donc l’entropie 
décroît : 0,94. Problème : il faut qu’on trouve les informations manquantes pour effectuer le classement. 
On va le faire dans les attributs : chaque attribut fourni de nouvelles informations. On prend en premier 
celui qui en donne le plus, c’est-à-dire qui va réduire le plus l’entropie. Cela permet de construire un 
arbre, où on met les attributs qui donnent le plus d’information à la racine, et les fils servent à préciser. 
 
Outlook → Sunny : 2 yes, 3 no. Entropie = -(2/5)*log(2/5) –(3/5)*log(3/5) ≈ 0,971 
  → Rainy : 3 yes, 2 no. Entropie 0,971. Aucun gain: il fallait 0,94 infos et là il en faut plus! 
  → Overcast : 4 yes, 0 no. Entropie 0. Une branche pure, gain très significatif. 
  ♦ Moyenne : (5/14)*0,971 + (5/14)*0,971 + (4/14)*0 ≈ 0,693 
  ♦ Gain d’information : 0,94 – 0,693 = 0,247 bits, si on choisit d’abord l’outlook. 
 
Temperature ♦ Gain d’information : 0,029 
Humidité ♦ Gain d’information : 0,152 
Wind  ♦ Gain d’information : 0,048 
 
 Le meilleur attribut pour commencer est l’outlook. Cependant 
il ne classifie pas tout : dans le cas où c’est sunny, il faut 
encore des informations. On teste donc tous les attributs 
restants pour trouver le plus adapté pour sunny, et le plus 
adapté pour rainy. L’humidité nous donne un gain de 0,971 : 
Outlook = sunny → 3 yes, 2 no 
  Humidité = normal → 3 yes, 0 no. Entropie 0 
  Humidité = high     → 2 no, 0 yes. Entropie 0. 

sunny  rainy 

outlook 

overcast 

#t 
yes 

#f 

windy 

high 
normal 

humidi. 

yes yes no no 
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2) Autre application de la méthode d’entropie sur le problème des lentilles 
Age   → Young = {none, none, hard, hard}. Entropie 1 bit. 
  → Pre-prebyotic= {none,none,none,hard}. Entropie –(3/4)*log(3/4) –(1/4)*log(1/4) ≈ 0,56. 
  → Presbyotic = {none, none, none, hard}. Entropie 0,56. 
  ♦ Moyenne : (4/12)*1 + (4/12)*0,56 + (4/12)*0,56 = 0,70. 
     (somme des (nombre d’échantillons dans la feuille / nombre total d’échantillons)*proba)) 
 
Prescription → Myope = {none, none, none, hard, hard, hard}. Entropie 1. 
  → Hypermetropie = {none, none, none, none, none, hard}.  

Entropie –(5/6)*log(5/6) – (1/6)*log(1/6) ≈ 0,45. 
  ♦ Moyenne (1+0,45)/2 ≈ 0,725. 
 
Tear produc. → Normal = {none, none, hard, hard, hard, hard}. Entropie 0,09. Reste à classer. 
  → Reduced = {none, none, none, none, none, none}. Entropie 0. 
  ♦ Moyenne 0,045. 
  ☺La production lacrymale sera à la racine de l’arbre. Il faut classer le cas ‘normal’. 
 
Tear production = Normal 
 Age  → Young = {hard, hard}. Entropie 0. 
  → Pre-presbyotic = {hard, none}. Entropie 1. 
  → Presbyotic = {hard, none}. Entropie 1. 
  ♦ Moyenne 0,66. 
 Presc. → Myope = {hard, hard, hard}. Entropie 0. 
  → Hypermetropie = {hard, none, none}. Entropie 0,09.  Rester à classer. 
  ♦ Moyenne 0,045. 
  ☺On utilise la prescription comme sous-arbre pour production lacrymale normale. 
      Il ne reste plus qu’un attribut à utiliser, qui est l’âge. On peut donc générer l’arbre. 
 
 
   
 
 
 
 
 
 
 
 
 
 
 
 
 

3) Développement sur les règles 
On cherche ici à avoir des règles pour classer les données. Elles peuvent être dérivées de l’arbre ou 
directement du training data set. On les écrit de façon complète afin de les rendre indépendante 
(contrairement à la decision list où il y a un ordre). Dans la méthode PRISM, on veut que les règles 
classent les données à 100%, avec une stratégie isolate and conquer : 
 ♦ Trouver/isoler une classe à partir du training data set (on considère la classe oui, puis la non) 
 ♦ Trouver les meilleurs attributs pour cette classe 
 ♦ Si certains échantillons ne sont pas bien classifiés, prendre en compte de nouveaux attributs 
Le principe est de partir de peu d’attributs et d’élargir ses règles jusqu’à prendre 100% de la classe cible. 

  presbyotic pre-presbyotic 

young 

hypermetrope myope 

   normal   reduced 

Tear production 

none 
Prescription 

hard 
Age 

hard 

none none 

La stratégie appliquée est dite Divide 
& Conquer. Celle-ci ne marche que 
sur les valeurs nominales et aucune 
ne doit pas être manquante. Si on a 
des valeurs numériques, on peut 
appliquer la technique des intervalles.  
 
La version complète, gérant les 
numériques et les manquantes, est 
dite la C4.5. Sa dernière version est la 
C4.8, implémentée sous le nom J4.8 
(pour Java) dans Weka.  
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V. Modèles Linéaires (Régression Linéaire) 
Les modèles linéaires traitent les attributs à valeurs numériques. Les class values peuvent être numériques 
(pour faire une prédiction) ou nominaux (faire du classement). Pour un ensemble de données, on peut 
faire une prédiction au lieu d’une classification si on prend un attribut numérique au lieu de la class value. 
 

1) Prédictions en utilisant la régression linéaire 
On assume que le résultat (class value, i.e. outcome) est numérique x et les attributs sont les valeurs 
numériques a1, …, ak. Le résultat est une combinaison linéaire des attributs : x = w0 + w1a1 + … + wkak. 
Les constantes wj sont calculées à partir du training data. C’est Σj = 0…kajwj tel que a0 = 1.  
 
♦ Combien d’échantillons doit on avoir dans le training data pour calculer wj ? Au moins k+1, où k est le 
nombre d’attributs. Faisons un exemple dans le cas où on a exactement k+1 échantillons : 
 
 
 
 
 
♦ Que se passe-t-il si le nombre d’échantillon est moindre que k+1 ? Les valeurs que l’on prédit 
appartiennent à un ensemble infini. Si tout ce qu’on a est a1 = 2 et x = 3, alors on en tire une seule 
équation 3 = a1w1 + w0, mais on a 2 inconnues. On arrive à l’équation paramétrique x = (3-2w1)+w1a1. 
 
♦ Comment faire si on a plus que k + 1 échantillons ? On cherche la meilleure ligne pour approximer les 
échantillons, au sens des moindres carrés (MSE condition : minimizing square error). Faisons l’exemple : 
 
 
 
 
 
 
6w0 + 6w1   -20 = 0  { w0 = 23/6, w1 = -1/2 } 
6w0 + 10w1 -18 = 0 
 
 
→ Méthode générale de résolution pour les moindres carrées 
Soit {(1,-1) ; (2,6) ; (3, 13) ; (4, 0)}. Calculons la droite y = ax+b qui approche ces points. 
  a + b = -1 
  2a + b = 6 
  3a + b = 13 
  4a + b = 0 
  
A la fin, on cherche à résoudre ATA (a b) = ATb. 
On résout donc le système avec les matrices calculées précédemment. a = 1, b = 2 donc y = x + 2. 
 
 
Dans le cas général, cela se présente de la façon suivante : 
Attribut 1 Attribut 2 … Attribut k Class 
    a11       a12       a1K     x 
    a21       a22       a2K     x 
    ...       ...       ...     ... 
    an1       an2       anK     x 
 
 

= 

a1 x (class) 

2 3 
1 5 
 

2w1 + w0 = 3  { w0 = -2, w1 = 7}. Notre prédiction est 7 – 2a1 (équation d’une ligne). 
  w1 + w0 = 5 

a1 x (class) 

2 2 
1 5 
0 6 
 

L’erreur est donnée par ε1² + ε2² + ε2² = (6 – w0 – w10)² + (5 – w1 – w0)² + (2 –w0 – 2w1)² 
et on cherche les valeurs de w0, w1 qui minimisent l’erreur. On veut trouver le point le 
plus bas d’une fonction, on cherche là où sa dérivée est nulle. 
Dérivons par rapport à w0: dMSE/dw0= 2(w0-6)+2(w0+w1-5)+2(w0+2w1-2)= 6w0+6w1-20 
De même par rapport à w1 : dMSE/dw1 = 6w0 + 10w1 – 18. 

Cependant, utiliser les dérivées ne marche que 
dans très peu de cas et complique généralement. 

1  1 
2  1       a 
3  1       b 
4  1 

-1 
6 
13 
0 

1ère étape, calculer ATA. 
 
 30   10 
 10    4 

2nd étape, calculer ATb. 
 
 50 
 18 

On veut une combinaison linéaire : 

x =>
j = 0

k

ajwj, MSE =>
i = 1

n 


xiK>

j = 0

k

aijwj





2
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2) La régression linéaire pour les classifications 
 
 
 
 
 
 
 
 
Une fois l’attribut calculé, on le remplace dans les équations et on arrive aux règles de classifications : 

if w0 – w1 > w0’ – w1’ then class = a else class = b 
Mettre les classes à 0 et 1, c’est en quelque sorte des pourcentages d’appartenances (probabilité). De 
façon générale, cette technique est dite multi-response linear regression. 
 
 

3) Instance-Based Modeling : The Nearest Neighbor 

La classification est basée sur les instances. Aucun motif n’est extrait du training set. Une des méthodes 
est celle du plus proche voisin : la nouvelle instance est classée de la même façon que son plus proche 
voisin, ce qui est très simple. Cependant, cette méthode est très lente : pour chaque nouvelle instance il va 
falloir scanner l’ensemble complet de données pour trouver le plus proche voisin ; c’est également très 
sensible au bruit. Tout d’abord, il nous faut une définition de distances. On en a principalement 3 : 

♦ Distance euclidienne D(a, b )  = >
i = 1

n

(aiKbi )
2  

 ♦ Distance CityKBlock (Manhatan )  D(a, b )  = >
i = 1

n

|aiKbi| 

 ♦ Distance de Minkowski D(a, b )  = 


>i = 1

n

|aiKbi|
r




1
r

 
 
On remarque que si l’attribut 1 est dans [0, 0.5] et l’attribut 2 dans [0, 5000] alors bien évidemment 
l’attribut 2 plus de poids lors du calcul de la distance. Il faut donc normaliser, pour que tout attribut ait le 
même poids. Typiquement, on ramène tout à [0, 1] : ai ← (ai – min)/(max – min) 
On utilise min et max comme seuils : si une nouvelle valeur de l’attribut est plus grande que le max alors 
on la met à max. Par contre, comment gérer les valeurs manquantes ? On considère que la distance entre 
ai et aj est 1 dès qu’au moins l’un des deux n’est pas renseigné.  
 
Pour calculer la distance entre des valeurs nominales, on considère que si les composants sont le même 
alors la distance est 0 et sinon c’est 1. La différence entre abdce et abcde est 00110 soit 2. 
 
Afin de rendre la méthode moins sensible au bruit, au lieu d’utiliser un voisin on en utilise plusieurs : 
c’est le k-nearest neighbour. L’objet appartient à une classe si, et seulement si, au moins k instances de 
ses plus proches voisins appartiennent à cette classe ; k est un paramètre.  
 
En temps qu’approche algorithmique au problème, il est meilleur d’organiser les données sous forme 
d’arbre afin de trouver les plus proches voisins très vite ; cet arbre est le kd tree.  
 
 

a1 x (class) 

2 a 
3 a 
5 b 
 

On veut déterminer la classe, par exemple pour un nouvel attribut -1. Pour chaque classe 
on construit une régression ; si l’échantillon est dans la classe on la met à 1, sinon à 0. 
 
Class a   2  1  Class b    2  0 
   3  1      3  0 
   5  0      5  1 

On construit une régression linéaire pour chaque 

classe. Elles s’expriment toujours sous la forme 

Class = w0+w1attribute avec {w0,w1} et {w0’,w1’}. 
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VI. Clustering 
 
Ici, les attributs ou instances ne sont pas associés avec des classes (ou clusters). Le but du clustering est 
de rassembler des objets similaires dans la même classe. L’algorithme ne détermine pas le nombre de 
clusters présents dans la donnée : c’est un paramètre donné par l’utilisateur. Cependant, certains 
algorithmes tentent de trouver un « certain nombre » de clusters (Expectation Maximization, EM). 
 

1) K-means (K-moyennes) 
Une des méthodes les plus simples, développée en 1967. Supposons que nous avons n instances dans le 
dataset, chacune nommée ai = (ai1, …, aik). On affirme que les instances vont se couper en m clusters cj, j 
de 1 à m (et m < n car sinon il n’y a pas assez d’instances pour créer les clusters). On dénote par µj la 
moyenne des instances dans une classe j : µj = (1/|cj|)Σai for ai in cj, où |cj| est la taille de cj. Un objet 
appartient à cj ssi ||a - |cj| || est le minimum des m distances (l’objet est associé à la plus proche moyenne). 
 
La procédure est la suivante : 
♦ Soit m le nombre de clusters 
♦ Deviner aléatoirement la moyenne de ces clusters 
♦ Jusqu’à stabilité des moyennes 
 Classifier chacun des objets en utilisant les moyennes, ce qui donne certains clusters. 
 Calculer les nouvelles moyennes pour ces clusters. 
 
Exemple : {1,1,2,3,3,4,8,10} et on veut deux clusters. On prend aléatoirement µ1 = 3 et µ2 = 5. 
Itération 1. Cluster1 = {1,1,2,3,3}. Cluster2 = {4,8,10}. On met à jour les moyennes µ1 = 2, µ2 = 7. 
Itération 2. Cluster1 = {1,1,2,3,3,4}. Cluster2 = {8,10}. On met à jour les moyennes µ1 = 2, µ2 = 9. 
Itération 3. Les clusters ne bougent plus donc les moyennes non plus, on s’arrête avec nos deux clusters. 
 
Notons que selon les moyennes devinées (de façon aléatoire) au départ, les clusters résultants diffèrent ! 
 

2) Classification générale des algorithmes de Clustering 
Clustering Algorithms 

Hierarchical Methods 
Agglomerative Algorithms 
Divisive Algorithms 

Partitioning Methods 
Relocation Algorithms 
Probabilistic Clustering 
K-medoids Methods 
K-means Methods 
Density-Based Algorithms 

Density-Based Connectivity Clustering 
Density Functions Clustering 

Grid-Based Methods 
Methods Based on Co-Occurrence of Categorical Data 
Constraint-Based Clustering 
Clustering Algorithms Used in Machine Learning 

Gradient Descent and Artificial Neural Networks 
Evolutionary Methods 

Scalable Clustering Algorithms 
Algorithms For High Dimensional Data 

Subspace Clustering 
Projection Techniques 
Co-Clustering Techniques 
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VII. Evaluation et Crédibilité 
 

1) Objectif 
On veut savoir jusqu’à quell point on doit croire ce que l’on a appris. On défini le Classification Error 
Rate par #errors/#instances, et le Classification Success Rate par #success/#instances. Une erreur est une 
instance qui a été classée de façon incorrecte. L’erreur rate calculé sur le training data n’est pas un bon 
indicateur, il faut le voir sur les nouvelles données. Prenons l’exemple de l’hopital : sur l’ensemble 
d’entraînement l’erreur était assez faible, mais elle a explosée dans la réalité ; pourquoi ? Car sur 
l’entraînement on utilise le nom de l’hôpital pour déterminer la maladie, ce qui marchait plutôt bien sur ce 
cas là, mais est complètement irréaliste. Le problème est classique : overfitting. Ici, on s’intéresse à 
trouver des ensembles de tests qui testent le mieux possible les performances de notre classification. 
 

2) Créer deux ensembles : entraînement et évaluation du modèle 
On sépare de façon aléatoire les données en deux ensembles : entraînement (2/3) et évaluation (1/3). On 
veille à ce que des données ne se retrouvent pas dans les deux ensembles. 
 
 
 
 
 
 
 
 
 
Il faut faire attention si les classes ne sont pas proportionnées de façon égales dans l’ensemble (par 
exemple beaucoup plus de nom que de oui). Dans l’exemple d’un diagnostic médical, 90% des gens sont 
en bonne santé et juste 10% ont la maladie cherchée. Dans le commerce en ligne, 99% n’achètent pas et 
1% si. Si on atteint 95% de success rate, ça ne nous aide pas beaucoup : si on se trompe sur tous les gens 
qui achètent, et sur la moitié des gens malade, on passe à côté… On veut mieux balancer nos ensembles. 
Pour ça, on sélectionne de façon aléatoire un certain nombre de classes minoritaires et on ajoute de façon 
aléatoire un même nombre de classes de la majorité. On essaye de respecter au mieux les proportions 
dans les deux ensembles afin de conserver les propriétés statistiques.  
 
Pour des petits ensembles de données, on fait toujours la « hold out method » (appliquée précédemment) 
mais comme on a plus assez de données, l’error rate n’est pas une donnée viable ; on répète l’algorithme 
plusieurs fois, et on prend la moyenne de tous les error rate données. Après, quel classificateur prendre ? 
Celui basé sur l’ensemble le plus complet de données (si même taille alors l’error rate le plus favorable). 
Comme les ensembles de tests ne sont pas indépendants, les errors rates non plus. 
 
Si on veut des ensembles de test indépendant, on peut utiliser la méthode cross-validation. On prend une 
portion dans l’ensemble de test et dans celui pour l’entraînement. On coupe l’ensemble des données en k 
différentes parties (folds) ; le 1er est considéré comme test et le reste est de l’entraînement, et on fait 
plusieurs itérations. L’erreur totale est la moyenne. C’est la méthode k-foldcross-validation, avec 
généralement k à 10 ; c’est une des meilleures méthodes d’évaluation. 
 
Soit les classes {w1, …, wc}. La matrice de confusion est le matrice cxc suivante : 
La diagonale représente les classifications correctes, le reste l’incorrect. 
Le taux de succès est Σi=1..caii / Σi=1..cΣj=1..caij. 
La matrice de confusion montre surtout quelles classes ne sont pas bien séparées.  
 
 

Prédictions 

évaluations 

Train set 

data 

 + 
 - 
 - 
 + 

Test set 

Model Builder 

+ 
+ 
- 
- 

a11 … a1c 
      … 
a1n … acc 
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3) Comment construire sa stratégie en fouilles de données 
Objectif. On a une compagnie de téléphone et on veut prédire les clients qui sont susceptibles de nous 
quitter le mois prochain, afin de leur offrir une ristourne pour tenter de les garder. 
Collecte des données. On veut collecter un large ensembles de données pour deux types de personnes : 
ceux qui sont partis récemment, et ceux qui sont restés. Pour chacun, on prend les attributs suivants : 
localisation sexe age plan souscrit revenus , … 
La collecte doit se faire sur le moyen terme pour ne pas être affecté par le bruit (trop court) ou ne pas 
laisser au marché le temps de changer (les patterns trouvés ne sont plus réalistes si la période est longue).  
 
Préparation des données. Seulement 1% des clients vont nous quitter, il faut donc équilibrer l’ensemble 
(la représenté à égalité des données est nécessaire). Il nous faut un training set et un test set pour calculer 
l’erreur. On fait une sélection aléatoire et on construit les 2 nouveaux ensembles de façon à ce qu’ils ne 
partagent pas d’instances. La proportion est toujours 2/3 pour le training et 1/3 pour le test. Chaque 
ensemble est constitué à 50/50 pour équilibrer. Attention, cette méthode ne marche que pour un n assez 
grand, sinon on utilise le cross-validation (voir page précédente). 
 
Méthodes. C’est un problème de classification (la prédiction s’occupant quant à elle des nombres). 
Cependant, on ne veut pas savoir juste ‘oui’ ou ‘non’ mais avoir des échelons, quelque chose de plus fin : 
quelqu’un va nous quitter, ne va pas nous quitter, est très susceptible de quitter, est peu, etc. On a ensuite 
le choix entre le bayesien, les arbres de décision, les règles… Si nous avons n attributs, lequel sera utilisé 
pour construire le classificateur ? Il faut choisir la meilleure combinaison d’attributs. Si on a 3 attributs a1, 
a2, a3 alors on évalue les erreurs de classification respectives de a1, a2, a3, a1a2, a1a3, a2a3, a1a2a3 et on 
garde la combinaison qui minimise l’erreur. 
 

4) Estimation du taux de succès 
Considérons un taux de succès de 80%, calculé à partir de l’ensemble de test. Il s’agit d’une estimation. 
On préfère donner une intervalle, par exemple pour voir jusqu’à où peuvent aller les pertes. Cela donne 
80% +- 5%, par exemple. Ce 5% dépend de la représentation des données, c’est-à-dire de la taille de 
l’échantillon : un échantillon trop petit augmente l’erreur, et elle diminue si on a davantage de données. 
Cependant, si l’on affirme « 80% à + ou – 5% », cette affirmation est faite avec une confiance de 100%. 
L’indicateur de confiance est en fait une variable, et être confiant à 80% dans ce qu’on dit est assez bien... 
 

Exemple : N = 1000 et le véritable taux de succès est dans [73,2%, 76,7%], avec une confiance de 80%.  
      N = 100 et le véritable taux de succès est dans [69,1%, 80,1%], avec une confiance de 80%. 
Si je veux augmenter le niveau de confiance, j’augmente encore la taille de ces intervalles. 
 

Pour estimation le taux de succès, on utilise un processus de Bernoulli. Il s’agit d’une distribution à deux 
évènements. On a une variable aléatoire x qui suit la loi de Bernoulli avec x = x0 (success) et x = x1 
(failure) ; la probabilité que p(x=x0) = p et donc p(x = x1) = 1 – p.  
Par exemple, le pile ou face (coin toissing). Si on triche un peu, on pourrait avoir p = 0,75 et q = 0,25. Si 
on ne connaît pas p, comment pourrions nous en avoir une estimation ? Un fait l’effet N fois en comptant 
le nombre d’échecs et de succès S. On a alors p ≈ S/N comme estimation du taux de succès, avec 
l’intervalle p dans [S/N – z ; S/N + z], à niveau de confiance c (que l’on détermine). Notons f = S/N la 
variable aléatoire décrite par f ; comme elle suit une distribution normale, sa moyenne est p. 
 

On a S/N = f la prédiction du taux de succès, p la vrai valeur. On souhaite p dans [f – z ; f + z] avec une 
certaine confiance c. Par exemple c = 100% entraîne p dans [0, 100] car nous il n’y aucune information. 
Pour un f et c connu, on veut déterminer l’intervalle. On utilise la formule suivante : 

p  = f  C 
y2

2 N
G

y
f

M
K

f 2

M
C

y2

4 N2

1C
y2

N

 
avec  y  tel  que  P (x P y ) = 100K c

2
 

x est une variable aléatoire suivant une loi normale 
de moyenne 0 et d’écart 1, soit N(µ = 0, σ² = 1). 



Fouilles de Données (Data Mining)  L. Bentabet, Bishop’s University, 2007 14 

Connaissant c, on peut obtenir y en regardant dans la table suivante : 
 
 
 
 
 
 
 
 
 
 

5) Evaluer des prédictions numériques 
Soient t1, …, tn les véritables valeurs dans l’ensemble de test et p1, …, pn les prédictions. Par exemple on 
a p1 = 2 mais t1 = 3 pour une instance donner. Un des moyens de quantifier la différence et le MSE (mean 
squared error), l’erreur des moindres carrées. Le calcul de distance entre les vecteurs se fait par : 

[(p1 – t1)² + … + (pn – tn)²]/N 
Pour {(p1 = 3, t1 = 3,5), (p2 = 4, t2 = 4,5)}, on a MSE = (¼ + ¼)/2 = 0,25. Attention, la méthode MSE est 
sensible aux variations. Pour {(t1 = 1, p1 = 2)} on a MSE = ½, mais pour {(t1 = 1, p2 = 3)} on a MSE = 2. 
Afin de minimiser les variations on a le root-mean-squarred error : √[(p1 – t1)² + … + (pn – tn)²]/N. 
Habituellement on prend la valeur absolue pour gagner en temps de calcul : [|p1 – t1| + … + |pn – tn|]/N. 
 
Amélioration de la moyenne. On veut savoir de combien notre méthode de prédiction s’améliore quant à 
la prédiction de la moyenne. Notons cette moyenne par /t = (1/N)Σti. Si toutes nos prédictions sont égales 
à la moyenne /t, alors la méthode MSE nous donne [(t1 – /t)² + … + (tn – /t)²]/N. L’amélioration est donc : 

[(p1 – t1)² + … + (pn – tn)²] / [(t1 – /t)² + … + (tn – /t)²] 
Pour l’amélioration absolue, on fait la même chose en remplaçant par des valeurs absolues. Par exemple : 
{(p1 = 3, t1 = 2), (p2 = 4, t2 = 4)} : /t = 3, l’amélioration est de [(3-2)² + (4-4)²]/[(3-2)² + (3-4)²] = ½ soit 
une réduction d’erreur de 50%. 
 

6) Etudier le coefficient de corrélation 
On mesure la corrélation statistique entre pi et ti par ρ = Stp / √(SpSt), où Stp est la corrélation entre la 
source et la prédiction et St une auto-corrélation. Elles sont définies par les formules suivantes : 

Stp =
>
i = 1

n

(pi K p ) ( ti K t )

n K 1
 et  St =

>
i = 1

n

( tiKt )2

nK1
 

 
ρ est une indication sur la similitude entre les signaux. ρ est dans [-1, 1] avec 3 valeurs importantes : 

- ρ est proche de 1. La corrélation est importance, c’est ce que l’on veut. 
- ρ est proche de 0. Les deux signaux ne sont pas du tout similaires. 
- ρ est proche de -1. Il y a une corrélation, mais on l’a faite à l’envers. Cela veut typiquement dire 

que l’on a trouvé les bons patterns mais qu’on a prit l’exact contraire de la décision. A corriger… 
 
Comme on parle de similitude entre les signaux, ρ est invariant au facteur d’échelle. Prenons pi’ = s.pi. On 
a /p’ = (Σpi’)/n = (snΣpi)/n = s(Σpi)/n = s /p. D’où : 

 
 
 
 
 
 

 

P(x≥y) y 
0,1% 3,09 
0,5% 2,58 
1% 2,33 
5% 1,65 
10% 1,28 

 

Exemple : N = 1000, S = 750. On veut p avec 
un niveau de confiance c = 80%.  
P(x ≥ y) = (100 – c)/2 = 10%, et dans la table 
on a y = 1,28 pour 10%. On obtient donc 

p est dans [0,691 ; 0,801] 
Si on a N = 100 et S = 75, l’intervalle va 
augmenter : on a moins de données, on est 
donc moins précis sur nos conclusions. 

r '=
>
i = 1

n

( spi K sp ) ( ti K t )

>
i = 1

n

( tiKt ) 2>
i = 1

n

( spiKsp ) 2
=

s

s2
$

>
i = 1

n

(pi K p ) ( ti K t )

>
i = 1

n

(piKp ) 2>
i = 1

n

( tiKt ) 2

= r

 

Cependant, nous ne cherchons pas uniquement 
à avoir des signaux aux comportements voisins 
: l’échelle est importante. Si nos prédictions 
ont la même allure mais que les chiffres sont 
10 fois plus grand, ça ne va pas. Il faut donc 
normaliser les ti. On a ti dans [a,b] et on le 
positionne dans [0,1]. On calcule ti’=(ti –a)/(b-a) 
soit ti’= α.ti + β, α= 1/(b-a) et β= -a/(b-a). 
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VIII. Sélection des Attributs 
 
La première règle est de supprimer les attributs dont les valeurs varient pas ou peu. 

⌂ Si les attributs sont nominaux et que les instances ont des valeurs identiques (sauf dans 1% de 
l’ensemble de données) alors on supprime l’attribut. Autrement dit : 99% des instances à même 
valeur, cela ne nous avance pas assez. 
⌂ Si les attributs sont numériques, on utilise la variance ou la standard deviation σ1² = 
(1/N)Σj=1

N(aij - /ai)². Si σ1² < threshold, on supprime l’attribut. Attention : l’attribut dépend du 
domaine, exprimer un pourcentage de variation plutôt qu’un seuil est recommandé. 

 
La seconde règle est de supprimer les attributs à l’origine de fausses prédictions (false predictor) ou 

qui n’apportent pas d’information réelle. Un attribut est un false predictor si : 
- Il y a une forte corrélation entre l’attribut et le comportement cible. 
- L’attribut représente un évènement se passant au même moment ou après le comportement cible. 
- Aucune date n’est associée à l’évènement. 

 
 
 
 
 
Comment détecter automatiquement un false predictor, sans savoir ce qu’il signifie ? 

⌂ Pour tout attribut nominal, on construit un arbre de décision (ou règle) à un seul attribut. On 
regarde la classification accuracy, et on détruit tous les attributs dont l’accuracy est presque 100%. 
⌂ Pour tous les attributs numériques, on regarde si la corrélation est presque 100%. 
→ Il peut quand même rester beaucoup d’attributs, et il faut faire le ménage entre les attributs. 
Si la corrélation entre ak et an et proche de +-1, alors on détruit l’un des deux. 
 

La troisième règle consiste à sélectionner les attributs les plus pertinents (relevants). En général, on 
garde les 50 meilleurs : on fait un tri par corrélation et on prend les plus grands. Si les attributs sont 
nominaux, on utilise les arbres de décision et on fait le même tri. 
 
Cas spécial : classes avec deux valeurs. Pour chaque attribut, on partage les instances selon la class value. 
Cela donnes deux ensembles, de cardinalités N1 et N2.  
 
 
 
 
 
 
 
 
 
Un bon attribut aura donc |µ1 - µ2| large et σ1², σ2² réduits. Pour chaque attribut, on partage les données en 
accord avec la class value, et on mesure la séparation. On peut le faire avec le Signal to Noise Ratio 
(S2N) : (µ1 - µ2)/(σ1 + σ2), on veut qu’il soit grand; on a aussi la σ-value : -(µ1 + µ2)/√((σ1²/N1) + (σ2²/N2)). 
On classe ensuite les attributs par S2N descendants ; typiquement, on sélectionne les 50 meilleurs. 
 
 
 
 
 
 

Final Grade Class Attendance Pass or fail the course 
… … … 

Le ‘final grade’ est fortement corrélé avec la 
conclusion, il n’y a pas de conclusion, et il 
est fait au même moment que la décision 
finale est faite, donc un false predictor. 

Attribut 

Class 

class 2 

class 1 

On calcule leurs moyennes et standard déviations 
respectives, soit (µ1, σ1²) et (µ2, σ2²). N1 et N2 ne 
changent jamais mais leurs paramètres si. On 
veut mesurer comment les ensembles se 
séparent, ce qui fait donc intervenir µ1, σ1², µ2 et 
σ2². On veut une distance entre les classes 
élevées et une dispersion basse, afin que les 
ensembles soient clairement séparés. 

a1 a2 class 

1 1 Yes 
2 3 Yes 
3 5 Yes 
5 6 No 
6 3 No 
7 0 No 

Exemple : Classons a1 et a2 en accord avec le S2N.  
On a µ1 = 2, µ2 = 6, σ1² = σ2² = 1 pour a1 d’où un S2N = 2.  
On a µ1 = 3, µ2 = 3, σ1² = 2, σ2² = 9 pour a2 d’où un S2N = 0. 
Le premier attribut est donc le meilleur. 
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IX. Améliorations pour le Clustering 
 

Dans la méthode du k-means, on a un problème avec les outliers, i.e. les valeurs parasites. Afin 
d’éliminer les valeurs parasites, au lieu de prendre la moyenne on utilise la médiane : c’est le k-medoids.  
 

L’incremental clustering commence avec un cluster à une instance, et essaye de l’agrandir en ajoutant 
d’autres instances ; si les nouvelles instances ne sont pas assez similaires, on créée un autre cluster. La 
similitude est établie au sens statistique. Soit R cluster de N instances, et ai attributs de la nouvelle instance 
 ⌂ la moyenne /X = (1/N)Σai 
 ⌂ le scatter s² (dispersion, ou variance) s² = Σ(ai-/X)² 
 ⌂ l’indicateur d’écart par rapport au groupe T = ((N-1)N/(N+1)) * (a-/X)²/s² 
    On a (a-/X)² représentant la distance, et s² permet de normaliser par la variation. 
    On considère que la nouvelle instance est plus ou moins loin du cluster selon la concentration. 
 
 
 
 
 
 
 
 
Si l’indicateur de distance est considéré comme assez petit, alors la nouvelle instance appartient au 
cluster. Sinon, si l’instance est à distance égalité de deux clusters, on l’ajoute au plus gros cluster (s’ils 
sont de même taille on fait ça aléatoirement). Sinon on fabrique un nouveau cluster. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Distance 

considérée 

plus faible 

Distance 

importante car 

cluster concentré 
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X. Règles d’Association 
 

1) Illustrations des principes 
Les règles d’association utilisent un ensemble d’attributs pour prédire la valeur d’un autre ensemble 
d’attributs ; c’est une généralisation des règles de décision. Par exemple, on peut avoir :  
 If  play = no   then  outlook = sunny 
       and windy = false         and humidity = hot 
 

On s’intéresse aux fréquences des données, et on a besoin d’une représentation plus adéquate. Une 
représentation condensée d’un ensemble de données est une transaction. On a donc des attributs, on les 
transforme en binary flags, et on en tire nos transactions. Faisons un exemple sur les données météo : 
 
 
 
 
 
 
TID est la Transaction ID, puisqu’on a maintenant des transactions. 
On utilise les binary flags pour construire les transactions. Pour chaque objet, on somme sa colonne pour 
obtenir la fréquence. A chaque transition, on associe la liste des flags qui sont à 1 : 
 
 
 
 
 

2) Définitions 
Un objet est la valeur d’un attribut. L’objet A est « windy = yes » (windy est un attribut, yes sa valeur). 
Un ensemble d’objets I (itemSet) est un sous ensemble des objets possibles. Exemple I = {A, B, E}. 
Une transaction est un couple (TID, itemSet).  
 

Le support d’un ensemble d’objets I est le nombre de transactions où cet ensemble est présent. Par 
exemple, support({A, G}) = 2 car il y a deux transactions ayant à la fois A et G ; support({A,B}) = 0.  
Un ensemble d’objets fréquent est un ensemble d’objets dont certains sont fréquents.  
Chaque sous-ensemble d’un ensemble d’objets fréquent est fréquent: si I1⊆I2 → support(I1) ≥ support(I2). 
 

Une règle d’association R prend un ensemble d’objets et donne un ensemble d’objets : R(I1) = I2 tel que : 
- ItemSet1 ∩ ItemSet2 = ∅ 
- ItemSet2 ≠ ∅ 
- Les règles sont inclusives : A, C ⇒G alors C⇒G. 

Etant donné un ensemble d’objets fréquent I de taille n, alors on peut faire 2n – 1 règles d’association. 
Ainsi, {A, B} peut donner A ⇒ B, B ⇒ A, ∅ ⇒ AB. De même, {A, B, E} peut donner A ⇒ BE,     
AB ⇒ E, AE ⇒ B, B ⇒ AE, BE ⇒ A, A ⇒ BE, ∅ ⇒ AEB. On utilise les sous-ensembles chaque fois. 
 

Le support d’une règle donne le nombre de cas pour lequel la règle s’applique. Soit R : I ⇒ J la règle 
d’association, support(R) = support(I u J), où I u J est le nombre de transactions de I ou de J (et pas le 
nombre de transitions de l’union). Le niveau de confiance de la règle est conf(R) = sup(J) / sup(R). 
 
 
 
 
 
 
 

Windy Temperature Humidity 

Yes Hot High 
Yes Cold Normal 
No Mild High 
Yes Hot Normal 

 

Windy = {yes, no} → {A,B}. 
Temperature → {C, D, E}. 
Humidity → {F, G}. 
Où A et B sont binaires donc 

‘yes’ est A à 1 et B à 0. 

TID A B C D E F G 

1 1 0 1 0 0 1 0 
2 1 0 0 0 1 0 1 
3 0 1 0 1 0 1 0 
4 1 0 1 0 0 0 1 

freq.     3      1      2      1      1      2      2 

TID Items 

1 A, C, F 
2 A, E, G 
3 B, D, F 
4 A, C, G 

 

Ce genre de tableau peut parfois s’obtenir directement, par exemple pour analyser un 
supermarché : on savoir dans chaque caddie les objets présents, et trouver des 
relations entre eux (je prend de la bière donc j’achète du démaquillant).  

TID Items 

1 A, B, E 
2 B, D 
3 B, C 
4 A, B, D 
5 A, C 

 

TID Items 

6 B, C 
7 A, C 
8 A, B, C, E 
9 A, B, C 

 

Considérons que l’ensemble d’objets fréquent est {A, B, E}. On a 
support({A, B, E}) = 2 (car on trouve A, B, E dans 2 transactions). 
On a 7 règles possibles. Examinons la règle A, B ⇒ E : le support 
est 4 (on compte le nombre de règles qui ont AB ou E). La 
confiance est nombre de règles avec E    = 2 = 50%. 
  nombre de règles avec AB    4 

A⇒B,E : support 6, confiance 2/6 = 33%. B⇒ E,A : support 6, confiance 6/6 = 100%. A⇒B,E support 9, confiance 2/9. 
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3) Sélection des règles 
On sélectionne une règle si sup(R) > minSup et conf(R) > minConf, où ce sont deux paramètres donnés 
par l’utilisateur. Autrement dit, l’utilisateur filtre les règles qu’il veut retenir. 
 

 
 
 

 
 
 
 
 
 

Démarche générale pour la génération de règles d’associations : 
 Transformer l’ensemble de données en listes de transaction 
 Trouver les ensembles d’objets fréquents I 
 Pour chaque I 
  Pour chaque sous ensemble J de I 
   Construire les règles R : I – J ⇒ J 

 Sélectionner les règles d’association R telles que sup(R) > minSup et confidence(R) > minConfidence 
 

Par exemple, considérons que des ensembles d’objets fréquents sont {A, B, E} et {C, D}. Alors on aura : 
     Pour I = {A, B, E} 
          Pour J = {A} 
           Construire R : B, E ⇒ A 

          … 
          Pour J = {A, B} 
           Construire R : E ⇒ A, B 

          … 
 

4) A-Prior algorithm (utilisé dans weka) 
On utilise cet algorithme itératif pour trouver les ensembles d’objets fréquents. 
 1. minSup = UpperBoundMinSup    // set by user 
 2. K = 1 
 3. find all k-item frequent sets 
 4. while(minSup > lowerBoundMinSup) // set by user 
  minSup = minSup – ∆   // set by user 
  K++ 
  Merge the previous k-item frequent sets 
     
 
 
 
 
 
 

5) Filtrage des règles d’association 
Dans de gros ensembles de données, on arrive à un large nombre de règles d’associations. On a donc 
besoin de filtrer afin de réduire le nombre de ces règles. On définit le LIFT d’une règle R : I ⇒ J par 
p(J/I)/p(J). Si cette probabilité est grande alors il y a plus de chances d’avoir J si on a I que d’avoir J tout 
seul (autrement dit J et I sont fortement corrélés, c’est bien). Si cette probabilité est 1 alors c’est 
l’indépendance complète : avoir I ne change rien. Si c’est inférieur à 1, c’est une corrélation négative. 
Dans l’exemple de référence (haut de la page précédente), prenons R : G ⇒ B, E. On a support(R) = 3, 
confiance(R) = 2/3 = 66%. Lift(R) = p(BE/G)/p(BE) = (2/3)/(2/7) = (2/3)*(7/2) = 7/3 > 1, donc bien. 

 23 – 1 = 7 rules 

Attribute1 Attribute2 Attribute3 

0 Yes Small 
1 Yes Small 
1 Yes – 
2 No Medium 
3 No Large 
3 No Large 
5 No – 

TID Items 

1 A, C, F 
2 A, C, F 
3 A, F 
4 B, D, G 
5 B, E, G 
6 B, E, G 
7 B, H 
Exemple Ref. 

Attribute2 : {yes, no} → {A, B} 
Attribute3 : {small, medium, large}→ {C,D,E} 
L’attribut 1 doit être discrétisé pour devenir 
nominal. On applique la technique des 
intervalles : [0, 1] → F, [2,3] → G, [4, 5] → H. 
On cherche les ensembles d’objets fréquents 
puis on construit des règles et on regarde si le 
support et la confiance passent les seuils. 

TID Items 

1 A, B, C 
2 B, D 
3 B, C 
4 A, B, D 
5 A, C 
6 A, B 
7 A, C 
8 A, B, C, E 
9 A, B, C 

 

UpperBoundMinSupport : 5 
LowerBoundMinSupport : 1 
∆ : 0,5 
 

minSup = 5 K = 1 
frequent = {A}, {B}, {C} 

minSup = 4,5 K = 2 
 frequent = {A,B}, {A,C} 
minSup = 4 K = 3 
 frequent = ∅ 
 

Rules : A ⇒ B, B ⇒ A, 
∅⇒AB, A⇒C, C⇒A, ∅⇒AC 

Exemples : Etant donnés {A,B,C}, {A,B,D}, 
{A,C,D}, {A,C,E} et {B,C,D}. Est-ce que 
{A,B,C,D} est fréquent ? Si 
support({A,B,C,D})>minSupport, alors oui. Est-ce 
que {A,C,D,E} est fréquent ? Non car {C,D,E} n’est 
pas fréquent et tout sous-ensembles doit être fréquent. 

Les binary flags ne nous servent que dans le procédé 
d’écriture. Une fois les règles finales retenues, on les 
remplace par les valeurs auxquelles ils correspondent. 
Par exemple, G ⇒ B, D n’a aucun sens ; on écrira à la 
place « if attribute12[2,3] alors attribute2 = no & 
attribute3 = medium ». 
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XI. Améliorations pour la Classification 
 

1) Arbres de decision avec attributs numériques et valeurs manquantes 
On veut construire des arbres de décision qui puissant gérer les attributs numériques et les valeurs 
manquantes; dans weka, ce procédé est implémenté sous le nom J48. On rappelle qu’actuellement, on 
calcule l’entropie pour chaque attribut nominal, et que dans l’arbre construit tous les attributs sont 
différents : un attribut n’est testé qu’une fois.  
 

2) J48 : Attributs numériques 
On utilise un partage binaire (binary split) : l’intervalle numérique est coupée en deux. L’entropie est 
utilisée pour déterminer le meilleur partage. Pour chaque valeur possible de seuil (threshold), on calcule 
l’entropie que cela engendre ; on choisit le seuil avec la meilleur entropie (i.e. minimale).  
Exemple : Température 64   65   68   70   71   72   75   80   81   82   83 
    Y     N    Y    Y    Y     N   Y     N   Y    Y     N 
        Y   Y 
Pour 72, on avait deux instances avec l’une dont la class value était ‘oui’et l’autre avec class value ‘non’. 
Au départ, on essaye donc 64,5 comme seuil. 
 T = 64,5 → ≤ T, {yes}, entropie 0 
   → > T, {8 yes, 4 no}. Entropie –(8/12)*log(8/12) –(4/12)*log(4/12) 
 Entropie(T=64,5)= –(8/13)*log(8/12) –(4/13)*log(4/12) 
Ensuite, on calcule l’entropie pour T = 65,5 puis T = 68,5, etc. jusqu’à 82,5.  
 
Pour sélectionner entre deux attributs numériques, on prend celui qui minimalise l’entropie (comme pour 
les attributs nominaux).  
 
 
 
 
 
 
 
 
 
 
 
 
Pour classer les instances restantes, on applique la même technique. On a donc : 
a1 6   6   7    9  a2 3   4   11   21 
 N  N  N   Y   Y  N   N    N 
Threshold 8, entropie 0 Threshold 3,5 entropie 0  On peut donc choisir l’un ou l’autre. 
 
 
 
 
 
 
 
 
 
 
 
 

 ≤ 8  > 8 

a1 a2 Class 

3 1 X 
2 3 X 
1 5 Y 
4 7 Y 
6 11 N 
6 21 N 
9 3 Y 
7 4 N 

a1 1   2   3   4   6   6   7   9    Threshold 4,5. Entropie –(3/8)log(3/4)– (1/8)log(1/4) 
 Y  Y  Y  Y  N  N  N  Y 
 
a2 1   3   3   4   5  7   11   21 Threshold 3,5. Entropie –(2/8)log(2/5)– (3/8)log(3/5) 
 Y  Y  Y  N  Y  Y  N    N 
 
Il nous reste encore des instances à classer. Pour cela, on va 
réutiliser tous les attributs car ici on opère sur un sous- 
ensemble. C’est pour cela que couper une intervalle en 
deux n’est pas un problème : il peut arriver qu’on la  
recoupe plus finement petit à petit, en réutilisant l’attribut. 

 ≤ 5     > 5 

a1 

Yes 

 ≤ 5     > 5 

a1 

Yes 
a2 

No Yes 

 ≤ 3,5  > 3,5 

 ≤ 5     > 5 

a1 

Yes 
a1 

Yes No 

Le même attribut numérique peut-
être testé plusieurs fois dans un 
même arbre de décision.  
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3) J48 : Valeurs manquantes 
 
 
 
 
 
 
 
 
 
 
 
 
 

Pour construire les arbres de décision avec des valeurs manquantes, on oublie simplement les instances 
avec des valeurs manquantes et on utilise l’entropie comme d’habitude. Les instances aux valeurs 
manquantes sont affectées (routed) selon la proportion d’instances déjà affectées. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

4) Classification d’attributs numériques par modèles gaussiens 
 
 

50% 

> 2 50% 

30% 70% 

 20% 80% 

  > 3 ≤ 3 ≤ 2 

 ≤ 1     > 1 

a1 

a2 

c1 c2 

a3 

c3 c4 

Imaginons qu’on ait l’arbre ci contre, et qu’une nouvelle instance 
arrive : {0,5 ; NA ; 1}. Pour la classer, on utilise les proportions de 
sélections entre les branches. Ici, on a a1 < 1 donc on prend la 
branche gauche ; la donnée a2 est inconnue, mais on sait que 70% des 
instances sont alors de type c1 et 30% de type c2.  
 
On peut soit assigner toutes les nouvelles instances à la classe 
majoritaire, soit les assigner de façon aléatoire avec respect des 
proportions : 70% des nouveaux objets avec a1 < 1 et a2 inconnus 
seront de types c1, et 30% de type c2. Si on a une instance {2, NA, 
NA} on sélectionne aléatoirement c3 ou c4. 

a1 a2 class 

1 3 Yes 
3 2 Yes 
5 ? Yes 
7 4 Yes 
? 5 Yes 
11 6 No 
3 9 Yes 
4 7 No 

a1     1   3   3     4   5   7   11   ?      Threshold 3,5.     Entropie –(2/8)log(2/5)–(3/8)log(3/5) 
      Y  Y  Y    N  Y  Y   N   Y 
Les proportions sont p(l1) = 3/7 et p(l2) = 4/7. La valeur inconnue est assignée à la classe 
dominante soit l2. Comme l2 a autant de Yes que de No, on met la valeur de notre choix. 
Lorsque les instances inconnues se sont vues affectées une valeur, on calcule l’entropie. 
 
a2   2   3   4   5   6   7   9   ?  Threshold 5,5.          Entropie –(2/8)log(2/3)–(1/8)log(1/3) 
      Y  Y  Y  Y  N  N  Y  Y 
Les proportions des branches sont de 4/7 pour l1 et 3/7 pour l2 donc on assigne la valeur 
inconnue à la classe l1 soit à Y. L’entropie est calculée à ce moment là. 

2/3 1/3 

 3/8 5/8 

  ≥ 3,5  < 3,5 

   < 5,5     ≥ 5,5 

a2 

Yes 
a1 

Yes No 

Dans le cas exotique où l’instance inconnu ne permette pas 
d’apporter une informatique, on s’en débarrasse. Par exemple, si on 
a Y  N  Y  N  Y  N (nombre pair d’instances et alternance). 
 
Classons de nouvelles instances en utilisant la classe majoritaire : 
 { ?, 4 } sera classé en Yes (car proportion de 5/8) 
 { 6, ? } sera classé en No (car > 5,5 et proportion de 2/3) 
 { ?, ? } sera classé en Yes (car proportion de 5/8) 
L’alternative est d’allouer au hasard avec respect des proportions. 


